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Índice general 3
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ÍNDICE DE FIGURAS 7

4.18. Diagrama de flujo de simulación Monte-Carlo de función de pérdida con
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RESUMEN

Uno de los problemas más importantes que se trata en el área de matemáticas financie-
ras es el riesgo financiero, mismo que refiere a la probabilidad de ocurrencia de un evento
que tendrá consecuencias financieras negativas para una organización. En particular el de-
fault crediticio, el cual es asociado al incumplimiento de un pago contratado. El concepto
se relaciona habitualmente con las instituciones financieras y los bancos, pero afecta tam-
bién a empresas y organismos de otros sectores. El motivo para crear modelos de riesgo
crediticio radica en la necesidad de calcular cuánto capital económico es necesario para
sustentar las actividades de toma de riesgo de un banco. Tener conocimiento del momento
de arribo a un estado de riesgo o desastroso (también conocido como estado de default) es
de vital importancia en la toma de decisiones, además de saber cuantas veces se cae en di-
cho estado, brindaŕıa el monto aproximado de capital a cubrir para evitar pérdidas fatales.

Teoŕıa de primer arribo y retorno ya ha sido tratada con anterioridad, sin embargo en
este trabajo se presentan 4 resultados, inicialmente se introduce el concepto de tiempos
de arribo en un sistema de multiestados de una cadena de Markov discreta, del cual se
determina la función de densidad a través de la convolución de la función de sobreviven-
cia y función de densidad de primer arribo, la generadora de momentos, valor esperado
y varianza para el primer tiempo de arribo, segundo tiempo de arribo y k-ésimo tiempo
de arribo, que representa el primer resultado obtenido en este trabajo y tiene amplias
aplicaciones en diversas áreas del conocimiento. Posteriormente se introduce el concepto
de procesos de conteo en un sistema de multiestados asumiendo un modelo de Markov
a tiempo discreto del cual se extrajo la función de densidad asociada, la generadora de
momentos, valor esperado y varianza de dicho proceso, lo cual representó el segundo re-
sultado de este trabajo. Luego, se introduce el concepto de función de pérdida que se basa
en una combinación no lineal del proceso de conteo y una variable aleatoria asociada al
monto de pérdida con distribución conocida, del cual se generó una función de densidad,
valor esperado y varianza, lo cual es el tercer resultado. Finalmente, se presenta resolu-
ción a problemas asociados a sistemas de multiestados y pérdida de cartera a través de
simulación Monte-Carlo.
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Introducción

El análisis de riesgos financieros se ha convertido en uno de los problemas más impor-
tantes a estudiar en el área de matemáticas financieras. En especial nos interesa el estudio
de riesgos crediticios, el cual se basa en el sistema de calificación, que es una evaluación de
la capacidad de un deudor para realizar sus pagos en su totalidad y puntualmente, con el
fin de estimar los riesgos y facilitar la toma de decisiones de los inversionistas. Aśı, evitar
sucesos fatales para la empresa u organización. Por consiguiente, el problema se trata de
estimar el tiempo en el que un deudor no cumpla con su deuda.

Inicialmente se introduce conceptos básicos de probabilidad y resultados que se apli-
can en posteriores caṕıtulos, luego, se considera el sistema de multiestados de una cadena
de Markov a tiempos discretos ya que es una de las herramientas más utilizadas en pro-
cesos estocásticos dado que presenta aplicaciones a muchas áreas del conocimiento por
su simplicidad. En particular en teoŕıa de riesgo nos interesa conocer el tiempo de arribo
(ingreso) a un estado desastroso, ya que eso implica un costo para el poseedor de un
activo.



Caṕıtulo 1

Antecedentes de Probabilidad

En este caṕıtulo se describirán conceptos básicos de la teoŕıa de probabilidad, además
de resultados relevantes que nos serán de gran utilidad en los próximos caṕıtulos.

1.1. Espacio de Probabilidad

Considere un experimento cuyo resultado no puede ser predeterminado (experimento
aleatorio), sin embargo, las posibles salidas son conocidas. El modelo fundamental pa-
ra describir un experimento aleatorio, es el espacio de probabilidad. A continuación se
presentan los componentes de dicho espacio.

Se introduce a cada experimento el conjunto Ω que representa todos los posibles re-
sultados de un experimento aleatorio, es llamado espacio muestral. Cuyos elementos se
les conoce como sucesos o eventos.

De igual forma, se asocia con Ω a la clase F, de subconjuntos de Ω, que representa
todos los eventos o conjuntos de interés.

Definición 1.1. Sea Ω un espacio muestral y sea F una colección de subconjuntos de Ω.
Se dice que F es una σ-álgebra de eventos de Ω, si se cumplen los siguientes axiomas:

1. Ω ∈ F

2. Si A ∈ F, entonces Ac ∈ F

3. Si Aj es una sucesión de elementos de F, entonces
⋃∞
j=1Aj ∈ F

Otro componente del modelo es, una medida de probabilidad (o simplemente probabi-
lidad), esto es, una función que asigna a cada evento la probabilidad que tiene de ocurrir
al observar un experimento aleatorio, que debe satisfacer ciertas propiedades.

Definición 1.2. Sea Ω un espacio muestral y F una σ-álgebra. Una función P definida
en F se llama medida de probabilidad (o probabilidad) si cumple las siguientes condiciones:

1. P (A) ≥ 0 para todo A ∈ F.

2. P (Ω) = 1.

13
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3. Sea {Aj}, Aj ∈ F, j = 1, 2, ..., una sucesión disjunta de eventos, es decir, Aj∩Ak = ∅
para j 6= k. Entonces

P

(
∞⋃
j=1

Aj

)
=
∞∑
j=1

P (Aj)

Esta última propiedad es conocida como aditividad contable, donde la idea es que
toda medida debe permitir medir por partes.

Definición 1.3. La terna (Ω,F, P ) se llama espacio de probabilidad.

Las propiedades de F garantizan que si hacemos las operaciones usuales (unión, inter-
sección, complementos, diferencias) de elementos de F, obtenemos conjuntos que llama-
remos medibles.

1.2. Función de Distribución

Definición 1.4. Considere la clase O que reúne todos los conjuntos abiertos de R. La σ-
álgebra de Borel en R se define como la σ-álgebra generada por O, y se denota por B(R).
Esto es σ(O) = B(R). Los subconjuntos que pertenecen a B(R) son llamados conjuntos
de Borel o simplemente borelianos.

Se asume un espacio de probabilidad (Ω,F, P ) sobre el cual se define una variable
aleatoria X con valores reales. Si A es un intervalo de R y se desea calcular la probabilidad
de que la variable X tome valores en A, se debe considerar el conjunto

{ω ∈ Ω : X(ω) ∈ A}

que es la pre-imagen de A por la función X. Como la función X está definida en la
colección F en consecuencia es posible calcular su probabilidad. Por lo tanto,

P (X ∈ A) = P ({ω ∈ Ω : X(ω) ∈ A}). (1.1)

Donde, la relación (1.1) vale para todo A ∈ B(R), dicha relación permite definir una
probabilidad (medida) PX sobre B(R) inducida por la variable aleatoria X, de la siguiente
manera:

PX(A) = P ({ω ∈ Ω : X(ω) ∈ A}) ∀A ∈ B(R) (1.2)

Esta medida de probabilidad se conoce como la distribución o la ley de X, la cual contiene
toda la información probabiĺıstica sobre la variable aleatoria X.

Definición 1.5. Una función de valor real F definida en (−∞,∞) que es creciente,
continua por la derecha, tiene ĺımites por la izquierda y satisface

F (−∞) = 0 y F (+∞) = 1,

se llama función de distribución.
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1.3. Variable Aleatoria

Definición 1.6. Sea Ω un espacio muestral y F una σ-álgebra. Una función X : Ω→ R
de un solo valor se denomina variable aleatoria si las imágenes inversas bajo X de todos
los conjuntos de Borel en R son eventos, es decir, si

X−1(B) = {ω : X(ω) ∈ B} ∈ F, ∀B ∈ B(R) (1.3)

En otras palabras, una variable aleatoria es una función de valor real del resultado del
experimento. Recordemos que:

Una función de una variable aleatoria define otra variable aleatoria.

Es posible asociar con cada variable aleatoria ciertos valores de interés, tales como
la media y la varianza.

Es posible extender el concepto de variable aleatoria a variables aleatorias condicio-
nadas.

La independencia entre eventos se extiende a variables aleatorias.

Si una función F satisface las propiedades de la definición 1.5 entonces existe una
variable aleatoria X definida sobre un espacio de probabilidad (Ω,F, P ) tal que F es la
función de distribución de X.

Es útil distinguir la función de distribución de una variable aleatoria X usando la
notación FX . Además, si F es la función de distribución de una variable aleatoria X, se
escribe X ∼ F y si X y Y son variables aleatorias con la misma función de distribución
se dice que son igualmente distribúıdas y se escribe X ∼ Y .

1.4. Variable aleatoria discreta

Ahora, se presenta la noción de variable aleatoria discreta.

Definición 1.7. Una variable aleatoria se llama discreta si el conjunto de valores que
puede tomar es finito o a lo sumo numerable infinito.

1.4.1. Función de densidad

Para una variable aleatoria discreta X, sus probabilidades se obtienen por la función
de densidad de X, denotada como pX .

Definición 1.8. Sea una v.a. discreta X y una colección de números {pi}i∈N que satisface
P (X = xi) = pi ≥ 0, para todo i ∈ N y

∑∞
i=1 pi = 1, a la función pX(xi) = pi se le

denomina función de densidad de la v.a. X.

Además, la función de distribución F de X viene dado por,

F (x) = P (X ≤ x) =
∑
xi≤x

pX(xi). (1.4)

Donde, dicha función acumula probabilidad hasta el valor x.
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1.4.2. Valor esperado y varianza

Si X es una v.a. discreta, el momento de orden n de X está dado por

E[Xn] =
∑
i

xni P (X = xi)

=
∑
i

xni pX(xi). (1.5)

Siempre y cuando la serie en (1.5) converja absolutamente. Si esta serie diverge se dice
que el momento no existe.

El primer momento, que corresponde a n = 1, se conoce como la media, el valor
esperado o esperanza de X, y lo denotaremos por E[X], es decir:

E[X] =
∞∑
x=0

xpX(x) (1.6)

El momento central o centrado de orden n es el momento de orden n de la variable
X − E[X], siempre que E[X] exista. El primer momento central es cero. El segundo
momento central se conoce como la varianza de X y se denota por V ar(X). Aśı,

V ar(X) = E[(X − E[X])2] = E[X2]− (E[X])2. (1.7)

1.5. Variable aleatoria continua

Se introduce ahora el concepto de variable aleatoria continua.

Definición 1.9. Una variable aleatoria X es continua si su función de distribución F
es continua.

1.5.1. Función de densidad

Definición 1.10. La función f(x) definida sobre el conjunto de los números reales es
una función de densidad para la variable aleatoria continua X, śı:

1. f(x) ≥ 0, ∀x ∈ R

2.
∫∞
−∞ f(x)dx = 1

3. F (x) =
∫ x
−∞ f(t)dt

Notar que, si a, b ∈ R con a < b. Entonces

P (a < X ≤ b) = F (b)− F (a) =

∫ b

a

f(t)dt.

Además, si F es diferenciable en x entonces la función de densidad está dada por

f(x) =
dF (x)

dx
, −∞ < x <∞ (1.8)
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1.5.2. Valor esperado y varianza

El valor esperado de una variable aleatoria continua X se define por:

E[X] =

∫ ∞
−∞

xfX(x)dx (1.9)

La varianza de una variable aleatoria continua X esta definido por:

V ar(X) = E[(X − E[X])2] =

∫ ∞
−∞

(x− E[X])2fX(x)dx (1.10)

1.6. Función de Distribución Conjunta

Definición 1.11. Sea un par de variables aleatorias (X, Y ) definidas sobre un espacio
de probabilidad (Ω,F, P ), su función de distribución conjunta FX,Y está definida por

FX,Y (x, y) = F (x, y) = P (X ≤ x, Y ≤ y). (1.11)

Si ambas variables son discretas y toman valores xi, i ≥ 1 y yj, j ≥ 1 respectivamente,
la función de densidad conjunta de X y Y es

fX,Y (xi, yj) = P (X = xi, Y = yj), i ≥ 1, j ≥ 1. (1.12)

Además, las funciones de probabilidad marginales se definen por:

fX(xi) =
∞∑
j=1

fX,Y (xi, yj) y fY (yj) =
∞∑
i=1

fX,Y (xi, yj).

1.7. Función Generadora de Momentos

Se presenta la función generadora de momentos (F.G.M.) asociada a una varia-
ble aleatoria, la cual nos permite calcular fácilmente los momentos de dicha variable.

La F.G.M. de una variable aleatoria X es denotada como la función MX(s) de un
parámetro libre s, dado por MX(s) = E[esX ], siempre que este valor esperado exista.
Cuando X es una variable aleatoria discreta, la función generadora de momentos corres-
pondiente está definida por:

M(s) =
∑
x

esxfX(x), (1.13)

tomando la derivada respecto a s de ambos lados de la definición se tiene que,

d

ds
M(s) =

d

ds

∑
x

esxfX(x)

=
∑
x

d

ds
esxfX(x)

=
∑
x

xesxfX(x) (1.14)
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Esta igualdad se cumple para todos los valores de s. Considerando el caso especial donde
s = 0, se obtiene,

d

ds
M(s)

∣∣∣
s=0

=
∑
x

xfX(x) = E[X] (1.15)

De igual forma para la segunda derivada de la F.G.M. M(s).

d2

ds2
M(s)

∣∣∣
s=0

=
∑
x

x2esxfX(x)
∣∣∣
s=0

=
∑
x

x2fX(x)

= E[X2] (1.16)

En general, la derivada n-ésima de la F.G.M. M(s) respecto a s, es dada por;

dn

dsn
M(s)

∣∣∣
s=0

=
∑
x

xnfX(x) = E[Xn] (1.17)

1.8. Suma de variables aleatorias independientes

Particularmente, usar la función generadora de momentos es conveniente cuando se
trata de una suma de variables aleatorias. Puesto que la suma de variables aleatorias
independientes corresponde al producto de funciones generadoras de momentos.

Definición 1.12. Sean X1, X2, ..., Xn : Ω → R variables aleatorias con espacio de pro-
babilidad (Ω,F, P ), decimos que X1, X2, ..., Xn son independientes si ∀B1, ..., Bn ∈ B(R)

P

(
n⋂
i=1

[Xi ∈ Bi]

)
=

n∏
i=1

P (Xi ∈ Bi) (1.18)

Sean X y Y variables aleatorias independientes, tal que W = X + Y . Por definición
se sabe que la F.G.M. asociada a W es,

MW (s) = E[esW ] = E[es(X+Y )] = E[esXesY ]. (1.19)

considere s un valor fijo. Adeás, como X y Y son v.a. independientes, entonces también
esX y esY son variables aleatorias independientes. Por lo tanto, el valor esperado de su
producto es el producto de sus valores esperados, esto es;

MW (s) = E[esX ]E[esY ] = MX(s)MY (s). (1.20)

De igual forma, si X1, ..., Xn es una colección de variables aleatorias independientes, tal
que:

W = X1 + ...+Xn

Entonces
MW (s) = MX1(s)...MXn(s). (1.21)
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1.9. Esperanza y varianza condicional

En esta sección se definirá la esperanza y varianza condicional para obtener un par de
resultados importantes que se aplicarán en el caṕıtulo.

Sean X y Y variables aleatorias discretas definidas en los espacios de probabilidad
(ΩX ,FX , PX) y (ΩY ,FY , PY ) respectivamente, vale mencionar la siguiente definición.

Definición 1.13. Sean X y Y variables aleatorias discretas. La esperanza condicional
de X dado que Y = y ∈ Ω, donde fY (y) > 0, se define por

E[X|Y = y] =
∑
x

xfX,Y (x, y)

fY (y)
, (1.22)

siempre y cuando la suma sea absolutamente convergente. Donde fX,Y es la función de
densidad conjunta de X y Y .

Note que, conforme y varia (sobre todos los posibles valores de Y ) en la ecuación
(1.22), se obtiene una función de Y , la cual se denotará por E(X|Y ). Entonces, E(X|Y )
es una variable aleatoria tal que

E(X|Y )(ω) = E[X|Y = Y ], si Y (ω) = Y, (1.23)

donde y1, y2, ... son los posibles valores de Y . Por ello, a la variable aleatoria E(X|Y ) le
llamarémos esperanza condicional de X dado Y .

Teorema 1.1. Sea X una variable aletoria discreta con esperanza finita y Y cualquier
variable aleatoria discreta. Entonces,

E[E[X|Y ]] = E[X], (1.24)

siempre que ambos lados existan. A este resultado también se le conoce como esperanzas
iteradas.

Demostración. Asuma ΩX = {x1, x2, ...} y ΩY = {y1, y2, ...} ambas de naturaleza dis-
creta, además, suponga Y = y ∈ ΩY . Siempre que las sumatorias sean absolutamente
convergentes se tiene que,

E[E[X|Y ]] =
∑
y

E[X|Y = y]fY (y)

=
∑
y

(∑
x

xfX,Y (x, y)

fY (y)

)
fY (y)

=
∑
x

xfX(x)

= E[X]. (1.25)
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Definición 1.14. Sean X y Y variables aleatorias discretas. Se define la varianza con-
dicional de X dado Y = y ∈ Ω, como,

V ar(X|Y = y) = E
[
(X − E[X|Y = y])2|Y = y

]
(1.26)

Observe que la varianza condicional es una función de la variable aleatoria Y . Por lo
tanto, es en śı misma una variable aleatoria que se denotará por V ar(X|Y ).

Teorema 1.2. Sea X una variable aletoria discreta con esperanza finita y Y cualquier
variable aleatoria discreta. Tal que la varianza condicional de X dado Y , existe. Entonces,

V ar(X) = E[V ar(X|Y )] + V ar(E[X|Y ]) (1.27)

Demostración. Es evidente que,

X − E[X] = (X − E[X|Y ]) + (E[X|Y ]− E[X]) (1.28)

Luego, se eleva al cuadrado ambos lados y depués se toman las esperanzas, aśı

V ar(X) = E[(X − E[X])2] = E[((X − E[X|Y ]) + (E[X|Y ]− E[X]))2]

= E[(X − E[X|Y ])2] + E[(E[X|Y ]− E[X])2]

+ 2E[(X − E[X|Y ])(E[X|Y ]− E[X])] (1.29)

Usando resultado del teorema anterior, se tiene que,

E[(X − E[X|Y ])2] = E[E[(X − E[X|Y ])2]|Y ]

Sin embargo,
E[E[(X − E[X|Y ])2]|Y ] = E[V ar(X|Y )] (1.30)

Por otro lado, el segundo término se puede expresar como,

E[(E[X|Y ]− E[X])2] = E
[
(E[X|Y ]− E[E[X|Y ]|Y ])2|Y

]
= V ar(E[X|Y ]), (1.31)

de igual forma por teorema E[E[X|Y ]] = E[X].

Sea α(Y ) = 2(E[X|Y ]− E[X]), finalmente el tercer término es,

E[(X − E[X|Y ])α(Y )] = E[Xα(Y )]− E[E[X|Y ]α(Y )]

= E[Xα(Y )]− E[E[Xα(Y )|Y ]]

= E[Xα(Y )]− E[Xα(Y )]

= 0 (1.32)

Por tanto, de (1.30), (1.31) y (1.32) se obtiene que:

V ar(X) = E[V ar(X|Y )] + V ar(E[X|Y ])



CAPÍTULO 1. ANTECEDENTES DE PROBABILIDAD 21

1.10. Algunos Modelos de Distribuciones Discretas

A continuación algunas distribuciones discretas de probabilidad de variables aleatorias
importantes.

Distribución uniforme discreta. Se dice que una variable aleatoria X tiene
una distribución uniforme discreta sobre el conjunto finito de nuúmeros {x1, ..., xn}
si la probabilidad de que X tome cualquiera de estos valores es la misma, es decir,
1
n
. Esta distribución surge en espacios de probabilidad equiprobables, esto es, en

situaciones en donde tenemos n resultados diferentes y todos ellos tienen la misma
probabilidad de ocurrir. Los juegos de loteŕıa son un ejemplo donde puede aplicarse
esta distribución de probabilidad. Entonces, se escribe X ∼ unif{x1, x2, ..., xn} si
la función de densidad de X es

f(x) =

{
1/n, si x = x1, x2, ..., xn.

0, otro caso.

Donde, E[X] =
∑n

i=1
xi
n

y V ar(X) =
∑n

i=1
(xi−E[X])2

n
. Información más detallada

consultar [Fel66].

Distribución Bernoulli. Un ensayo Bernoulli se define como aquel experimento
aleatorio con únicamente dos posibles resultados, llamados genéricamente éxito y
fracaso, con probabilidades respectivas p y 1−p. Si se define la variable aleatoria X
como aquella función que lleva el resultado éxito al número 1 y el resultado fracaso
al número 0, entonces se dice que X tiene una distribución Bernoulli con parámetro
p ∈ (0, 1), y se escribe como X ∼ Ber(p). La función de densidad de X es

f(x) =

{
px(1− p)1−x, si x = 0, 1.

0, otro caso.

Aśı, E[X] = p y V ar(X) = p(1− p). Información más detallada consultar [Fel73].

Distribución binomial. Suponga ahora que se tiene una serie de n ensayos in-
dependientes Bernoulli en donde la probabilidad de éxito en cualesquiera de estos
ensayos es p. Si denotamos por E el resultado éxito y por F el resultado fracaso, en-
tonces el espacio muestral consiste de todas las posibles sucesiones de longitud n de
caracteres E y F . Usando el principio multiplicativo, es obvio ver que el conjunto Ω
tiene 2n elementos. Si ahora se define la variable aleatoria X como aquella que cuen-
ta el número de éxitos en cada una de estas sucesiones, esto es, X(EE...EE) = n,
X(FE...EE) = n− 1, ..., X(FF...FF ) = 0, entonces tenemos que X puede tomar
los valores 0, 1, 2, ..., n con las probabilidades que aparecen a continuación. Se dice
entonces que X tiene una distribución binomial con parámetros n y p, y se escribe
X ∼ bin(n, p), tal que la función de densidad de X es

f(x) =

{(n
x
)
px(1− p)n−x, si x = 0, 1, 2, ..., n.

0, otro caso.

Además, E[X] = np y V ar(X) = np(1 − p). Información más detallada consultar
[Fel73].
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Distribución geométrica. Suponga que se tiene ahora, una sucesión infinita de
ensayos independientes Bernoulli, en cada uno de los cuales la probabilidad de éxito
es p. Para cada una de estas sucesiones se define la variable aleatoria X como el
número de fracasos antes de obtener el primer éxito. Por ejemplo, X(FEFEFF...) =
1, X(EFFEEE...) = 0, X(FFFEFE...) = 3. Observe que X puede tomar los
valores 0, 1, 2, ... y la probabilidad de que X tome el valor entero x ≥ 0 es p(1− p)x.
Aśı, se dice que X tiene una distribución geométrica con parámetro p, el cual se
escribe X ∼ geo(p), cuando la función de densidad de X es

f(x) =

{
p(1− p)x, si x = 0, 1, 2, ...

0, otro caso.

Donde, E[X] = (1−p)
p

y V ar(X) = (1−p)
p2

. El nombre de esta distribución proviene
del hecho de que cuando se escribe la suma de todas las probabilidades, se obtiene
una suma geométrica. Cabe mencionar que la inspección sucesiva de art́ıculos hasta
encontrar un defectuoso, en un proceso de control de calidad, puede modelarse
usando una distribución geométrica. Información más detallada consultar [Fel73].

Distribución Poisson. Suponga que se desea observar el número de ocurrencias
de un cierto evento dentro de un intervalo de tiempo dado, por ejemplo, el número
de clientes que llegan a un cajero automático durante la noche, o tal vez se desea
registrar el nuḿero de accidentes que ocurren en cierta avenida durante todo un
d́ıa. Para modelar este tipo de situaciones es posible definir la variable aleatoria X
como el número de ocurrencias de este evento en el intervalo de tiempo dado. Es
claro entonces que X puede tomar los valores 0, 1, 2, ..., y en principio no se pone
una cota superior para el número de observaciones del evento.

Adicionalmente suponga que se conoce la tasa media de ocurrencia del evento de
interés, que se denota por la letra λ (lambda). El parámetro λ es positivo y se inter-
preta como el nuḿero promedio de ocurrencias del evento, por unidad de tiempo.
Se dice que X tiene una distribución Poisson con parámetro λ > 0, y se escribe
X ∼ Poisson(λ) si la probabilidad de que la variable aleatoria X tome un valor
entero x ≥ 0 se define por

f(x) = P (X = x) =

e−λ
λx

x!
, si x = 0, 1, 2, ...

0, otro caso.

Aśı, E[X] = λ y V ar(X) = λ. Además, cuando X ∼ bin(n, p) y n es grande, la
distribución binomial puede ser aproximada mediante la distribución Poisson de
parámetro λ = np.

Información más detallada sobre temas de probabilidad puede encontrarse en [Une10],
[Fel73], [HPS71], [Kol50], [MGB83], [Bla79].
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1.11. Función de Sobrevivencia

El área de análisis la función de sobrevivencia tiene aplicación en una diversidad de
áreas del conocimiento tales como la fertilidad, mortalidad y migración, para mayor in-
formación consultar [Col94], [LW03]. La sobrevivencia en un estado S es la probabilidad
de permanecer ah́ı por un cierto tiempo t, dado que al momento cero estaba en S.

Considere un espacio de probabilidad (Ω,F, P ) sobre el cual se define la variable aleatoria
continua T , que representa el tiempo de espera (tiempo de sobrevivencia) hasta la ocu-
rrencia de un evento con función de densidad f(t) y función acumulada F (t) = P [T < t],
donde se obtiene la probabilidad de que el evento ha ocurrido durante el tiempo t > 0.

Aśı, la función de sobrevivencia viene dada por:

Ψ(t) = P [T ≥ t] = 1− F (t) =

∫ ∞
t

f(x)dx. (1.33)

Lo cual proporciona la probabilidad de que el suceso de interés no ha ocurrido durante
el tiempo t, es decir, la función de sobrevivencia es el complemento de la f.d. F (t).

En el caso que T sea una variable aleatoria discreta con función de densidad p(t) y
función acumulada F (t) = P [T < t], la función de sobrevivencia está dada por:

Ψ(t) = P [T ≥ t] = 1− F (t) =
∞∑
t=T

p(t). (1.34)

1.12. Simulación Monte-Carlo

La simulación Monte Carlo es un método no determinista o estad́ıstico numérico, el
cual se usa para aproximar expresiones matemáticas complejas y costosas de evaluar con
exactitud. El método se llamó aśı en referencia al Casino de Montecarlo (Mónaco) por ser
la capital del juego de azar, al ser la ruleta un generador simple de números aleatorios. El
nombre y el desarrollo sistemático de los métodos de Montecarlo datan aproximadamente
de 1944 y se mejoraron enormemente con el desarrollo de la computadora [PV13].

El uso de los métodos de Monte Carlo como herramienta de investigación, proviene del tra-
bajo realizado en el desarrollo de la bomba atómica durante la Segunda Guerra Mundial
en el Laboratorio Nacional de Los Álamos en EE. UU [LDL96]. Dicho proyecto conllevó
a la simulación de problemas probabiĺısticos de hidrodinámica relacionados a la difusión
de neutrones en el material de fisión. Esta difusión posee un comportamiento extraordi-
nariamente aleatorio. En la actualidad es parte fundamental de los algoritmos de trazado
de rayos para la generación de imágenes 3D.

El método de Monte Carlo proporciona soluciones aproximadas a una gran variedad de
problemas matemáticos dando aśı la posibilidad a la realización de experimentos con mues-
treos de números pseudoaleatorios en una computadora [LK91]. El método es aplicable a
cualquier tipo de problema, ya sea estocástico o determinista. A diferencia de los métodos
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numéricos que se basan en evaluaciones en N puntos en un espacio M -dimensional para
producir una solución aproximada, el método de Monte Carlo tiene un error absoluto de

la estimación que decrece como
1√
N

en virtud del teorema del ĺımite central [Chu68].

Además el método de Monte Carlo cuyo fundamento matemático es probabiĺıstico,
nos permite aproximar el valor de una integral [Dan01]. Puesto que se sabe por la Ley
de los Grandes Números [New] que un buen estimador del valor esperado de una variable
aleatoria continua X con distribución F es el valor promedio de una muestra finita de
variables aleatorias, independientes con distribución F . Es decir

E(X) ≈ 1

M

M∑
i=1

Xi (1.35)

Luego, como la esperanza de una variable aleatoria continua es una integral, la media
muestral se puede usar para estimar el valor de una integral. Esta es la idea que está
detrás del método de Monte-Carlo. Este concepto se puede generalizar para estimar el
valor esperado de una función G continua cuyo argumento es una variable aleatoria con
distribución F . Si se tiene una muestra de variables aleatorias, independientes, idéntica-
mente distribuidas con distribución G, entonces

E(G(x)) ≈ 1

M

M∑
i=1

G(Xi) (1.36)

La simulación Monte-Carlo es de gran utilidad para aproximar la solución a diversos
fenómenos de naturaleza Markoviana ([Raf10], [IM16], [Ros99]). La idea principal de la
simulación es generar un gran número de veces el sistema analizado y obtener los estad́ısti-
cos principales que convergen al valor real del parámetro a estimar [Bil68] - [Une10].



Caṕıtulo 2

Cadena de Markov

En esta sección se introduce a la noción de cadena de Markov, iniciando por el concepto
de proceso estocástico, posteriormente definiciones y resultados que servirán para los
siguientes caṕıtulos.

2.1. Procesos Estocásticos

Definición 2.1. Un proceso estocástico es una familia de variables aleatorias (Xt)t∈T ,
definidas todas sobre el espacio de probabilidad (Ω,F, P ) y con valores en un espacio de
estados, denotado por I, sus elementos se llaman estados.

Si ω ∈ Ω es fijo, se obtiene una función Xt(ω) : T → I que se conoce como una
trayectoria del proceso.

El parámetro t se interpreta como el tiempo, a partir del cual se puede considerar dos
casos más comunes de procesos:

Procesos a tiempo discreto, cuando T es un conjunto discreto: T = N.

Procesos a tiempo continuo, cuando T es un conjunto continuo: por ejemplo, T =
[0, 1], T = [0,∞), T = R.

Respecto al espacio de estados I, también se consideran dos casos:

Espacio de estado discreto, esto es, I = N o I = Z.

Espacio de estado continuo; por ejemplo, I = [0,∞), I = R, etc.

2.2. Definición: Cadena de Markov

Definición 2.2. Una Cadena de Markov es un proceso estocástico a tiempo discreto,
es decir es una sucesión de variables aleatorias Xt, t = 0, 1, 2, ... que toman valores en
un conjunto finito o numerable I, conocido como espacio de estados, y que satisface la
siguiente propiedad:

P [Xt+1 = j|X0 = i0, X1 = i1, .., Xt−1 = it−1, Xt = it] = P [Xt+1 = j|Xt = it] , (2.1)

25
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para todo t ≥ 0 y cualesquiera estados i0, i1, ..., it, j ∈ I.

Note que, el evento Xt+1 = j sólo depende del estado inmediatamente anterior del
sistema Xt, la ecuación (2.1), se conoce como la propiedad de Markov. Por otra parte,
una cadena de Markov se denomina homogénea, si:

P [Xt+s = j|Xs = i] = P [Xt = j|X0 = i] ,∀t, s ∈ T. (2.2)

Esto es, las probabilidades son las mismas en cada dos pasos consecutivos.

Para una cadena de Markov homogénea finita con n estados se introduce la notación

pij = P (Xt = j|Xt−1 = i), (2.3)

que indica la probabilidad de que Xt esté en el estado j dado que Xt−1 está en el estado
i, donde i, j = 1, 2, ..., n. Si pij > 0 entonces se dice que el estado i puede comunicar
con j. La comunicación puede ser mutua si también pji > 0. Para cada i fijo, la sucesión
de valores {pij} es una distribución de probabilidad, ya que en cualquier paso puede
ocurrir alguno de los estados 1, 2, ..., n y son mutuamente excluyentes. Los valores pij se
denominan probabilidades de transición a un paso de i a j que satisfacen la condición

pij > 0, tal que
n∑
j=1

pij = 1,

para cada i = 1, 2, ..., n. Todos los valores de {pij} se representan en una matriz de
transición A de tamaño n× n, dada por

A = [pij]n×n =


p11 p12 · · · p1n

p21 p22 · · · p2n
...

...
. . .

...
pn1 pn2 · · · pnn

 (2.4)

Que incluye todas las combinaciones posibles de transición de i a j en la unidad de tiempo.

2.3. Probabilidad de transición en m pasos pij(m)

Se define pij(m) como la probabilidad de que la cadena Xt esté en el estado j después
de m pasos (tiempos), dado que la cadena empezó en el estado i. Esto es,

pij(m) = P [Xm = j|X0 = i], (2.5)

por la propiedad de Markov se tiene que

pij(m) =
n∑
k=1

P [Xm = j,Xm−1 = k|X0 = i], (2.6)

para m ≥ 2, ya que la cadena debe haber pasado por uno de los n posibles estados en la
etapa m− 1.
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Note que, se tiene la siguiente igualdad, para tres posibles sucesos A,B y C,

P [A ∩B|C] = P [A|B ∩ C]P [B|C],

si se sustituye
A→ (Xm = j)

B → (Xm−1 = k)

C → (X0 = i)

entonces

pij(m) =
n∑
k=1

P [Xm = j,Xm−1 = k|X0 = i]

=
n∑
k=1

P [Xm = j|Xm−1 = k,X0 = i]P [Xm−1 = k|X0 = i]

=
n∑
k=1

P [Xm = j|Xm−1 = k]P [Xm−1 = k|X0 = i]

=
n∑
k=1

pkj(1)pik(m− 1) =
n∑
k=1

pik(m− 1)pkj(1) (2.7)

Usando nuevamente la propiedad de Markov. La ecuación anterior se denomina de Chapman-
Kolmogorov.

Haciendo m igual a 2, 3, ... se obtiene que las matrices con esos elementos son

[pij(2)] = [pik(1)pkj(1)] = AA = A2

[pij(3)] = [pik(2)pkj(1)] = A2A = A3

puesto que, pik(2) son los elementos de A2 y aśı sucesivamente. Por tanto,

pij(m) = Am (2.8)

Definición 2.3. Una matriz A de Markov es regular si existe un entero positivo k, de
modo que todos los elementos de la matriz Ak son estrictamente positivos.

2.4. Vector de Probabilidades Iniciales

Considere una cadena de Markov Xt con n posibles estados en los que la cadena puede
estar en el tiempo de obsevación inicial t = 1. Sea v = (v1, ..., vn), el cual se llama vector
de probabilidades si:

1. vi ≥ 0 para i = 1, ..., n.

2.
∑n

i=1 vi = 1.
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Donde, vi = P [X0 = i], para i = 1, ..., n. Aśı, el vector de probabilidades v = (v1, ..., vn)
se llama vector de probabilidades iniciales de la cadena.

El vector de probabilidades iniciales y la matriz de transición determinan la probabi-
lidad para el estado de la cadena en el segundo instante de tiempo, dicha probabilidad
viene dada por el vector vA. Además, si las probabilidades de los diversos estados en el
instante m se especifican por el vector de probabilidades w, entonces las probabilidades
en el instante m+ 1 se especifican por el vector de probabilidades wA.

2.5. Clasificación de estados de una cadena de Mar-

kov

Definición 2.4. Se dice que un estado i es absorbente si se satisfacen las condiciones:

1. pij(m) = 0, ∀j 6= i,m ∈ T .

2. pii(m) = 1, ∀m ∈ T .

Si esto ocurre, se dice que una vez que el sistema entra al estado i no se puede salir
del mismo. Una cadena de Markov se denomina absorbente si tiene al menos un estado
absorbente y el sistema puede migrar desde cualquier estado no absorbente a un estado
absorbente. Como se observa en el siguiente ejemplo de 3 estados, donde se considera al
estado 3 como absorbente:

Figura 2.1: Cadena de Markov absorbente

Cuando se tiene una cadena con al menos un estado absorbente j, la información más
importante que se puede obtener es:

1. El tiempo esperado antes de que el proceso llegue al estado absorbente j.

2. limt→∞pij(t), para todo i, j ∈ I.

Por ello, es importante definir una submatriz B de A que contenga las probabilidades
de transición entre estados no absorbentes en un solo paso. De igual forma, B2 contiene la
probabilidad de transición entre estados no absorbentes en dos pasos, y aśı sucesivamente
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Bn proporciona la misma probabilidad en n pasos. Por lo tanto, el tiempo esperado antes
de ser absorbido se puede obtener de la siguiente manera:

I +B +B2 +B3 + ... = (I −B)−1 = C (2.9)

donde C representa el tiempo esperado en que el sistema estará en cada estado no ab-
sorbente antes de ser absorbido, y la suma de cada fila de C es el tiempo promedio
transcurrido antes de pasar a un estado absorbente. De esta manera, podemos definir una
submatriz D de A desde estados no absorbentes hasta estados absorbentes. Aśı, D repre-
senta la probabilidad de transición desde un estado no absorbente a los absorbentes en un
paso, y AD es la probabilidad de saltar de un estado no absorbente a un absorbente en
un paso, y aśı sucesivamente. Por lo tanto, AnD corresponde a la probabilidad de saltar
de un estado no absorbente a un estado absorbente en n pasos. Aśı

D + AD + A2D + ... = (I + A+ A2 + A3 + ...)D = (I − A)−1D = CD (2.10)

Proporciona la probabilidad de transición esperada de pasar de un estado no absorbente
a un estado absorbente a largo plazo.

Sea (Xn, n ≥ 1) una sucesión no negativa, independiente e idénticamente distribuida
de variables aleatorias definida en el espacio de probabilidad (Ω,F, P ).

Definición 2.5. La sucesión de aleatoria (Tn, n ≥ 0), donde:

T0 = 0, (2.11)

Tn = X1 + ...Xn, n ≥ 1, (2.12)

se llama sucesión de renovación o proceso de renovación. Las variables aleatoria Tn, n ≥ 0
se denominan tiempos de renovación y las variables aleatorias Xn, n ≥ 1 se llaman tiempos
de llegada (arribo).

Definición 2.6. Un proceso de renovación (Tn, n ≥ l) es recurrente si Xn < ∞ para
todo n; de lo contrario se llama transitorio.

Definición 2.7. Se dice que un estado i es recurrente si el proceso de renovación asociado
con sus sucesivos tiempos de retorno a i es recurrente. Es decir, con seguridad el sistema
regresa al estado i en algún momento.

Definición 2.8. Se dice que un estado j es transitorio si el proceso de renovación asocia-
do con sus sucesivos tiempos de retorno a j es transitorio. Esto es, hay una probabilidad
positiva de que si la cadena inicia en j, nunca regrese a dicho estado.

Proposición 2.1. 1. Un estado i es transitorio si y sólo si

∞∑
m=1

pii(m) <∞. (2.13)

2. Un estado i es recurrente si y sólo si

∞∑
m=1

pii(m) =∞. (2.14)
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2.5.1. Periodos

Sea i ∈ I, y sea d(i) el divisor común más grande del conjunto de enteros n, tal que
pii(n) > 0.

Definición 2.9. Si d(i) > 1, se dice que el estado i es periódico con el peŕıodo d(i). Si
d(i) = 1, entonces el estado i es aperiódico.

Claramente, si pii > 0, entonces i es aperiódico. Sin embargo, lo contrario no es
necesariamente cierto. Además, note que si A es regular, entonces todos los estados son
aperiódicos.

Definición 2.10. Una cadena de Markov, cuyos estados son todos aperiódicos se llama
una cadena aperiódica de Markov.

2.6. Descomposición del espacio de estados

Definición 2.11. Un estado i conduce al estado j (escrito i . j) si existe un entero
positivo m tal que

pij(m) > 0 (2.15)

Definición 2.12. Los estados i y j se comunican si i . j y j . i, o si j = i. Se escribe
como i / .j.

Definición 2.13. Un estado i es esencial si se comunica con cada estado al que conduce;
de lo contrario, se llama inesencial.

Teorema 2.1. (a) Si i . j pero j no conduce al estado i entonces i es transitorio.
(b) Si i es recurrente e i . j entonces j es recurrente.

La relación /. define una relación de equivalencia sobre el espacio de estado I, lo
que resulta en una partición de I. La clase de equivalencia que contiene al estado i está
representada por C(i).

Definición 2.14. Una cadena de Markov es irreductible si todos los estados se comunican
entre śı. Es decir que se puede llegar a cualquier estado j desde otro estado i, esto es
pij(m) > 0, para algún número m ∈ N.

Claramente, si la matriz de transición A es regular, la cadena de Markov es tanto
irreductible como aperiódica. Tal cadena de Markov se dice que es ergódica.

Definición 2.15. Se dice que un subconjunto D del espacio de estados I es cerrado si∑
j∈D pij = 1,∀i ∈ D, es decir, desde ningún estado de D se se tiene acceso a ningún

estado fuera de D.



CAPÍTULO 2. CADENA DE MARKOV 31

Equivalentemente, D es cerrado śı y sólo śı

pij(m) = 0 i ∈ D, j /∈ D y m ≥ 1

Si D es cerrado y la cadena comienza en D entonces, con probabilidad 1 se queda
en D todo el tiempo. Si a es un estado absorbente entonces {a} es cerrado. Para mayor
información, consultar [Cin69], [Cin75].

2.7. Tiempos de ocupación

Para cualquier estado j, y para m ∈ N, se define la v.a. Nj(m) como el número de
veces que el estado j está ocupado en las primeras m transiciones:

Nj(m) = número{k ∈ {1, ...,m} : Xk = j}. (2.16)

Por definición, la v.a. Nj(m) se denomina tiempo de ocupación del estado j en las
primeras m transiciones. La v.a.

Nj(∞) = limm→∞Nj(m)

Es llamada el tiempo total de ocupación del estado j. Para cualquier estado j y m ∈ N
se define:

Zj(m) =

{
1, si Xm = j,

0, si Xm 6= j.

Es posible escribir:

Nj(m) =
m∑
v=1

Zj(v). (2.17)

Sea fij(m) la probabilidad de arribar al estado j exactamente al momento m, dado que
al momento cero se encuentra en el estado i, notar que:

P (Nj(∞) ≥ 0|X0 = i) = fij. (2.18)

Luego, sea gij la probabilidad condicional de un número infinito de visitas al estado j,
iniciando con X0 = i, es decir:

gij = P (Nj(∞) =∞|X0 = i). (2.19)

Se puede demostrar que:
gii = limm→∞fii(m), (2.20)

consultar dicha demostración en [IM76]

gij = fij · gjj, (2.21)

Aśı,
gii = 1 ⇐⇒ fii = 1 ⇐⇒ i es recurrente, (2.22)

gii = 0 ⇐⇒ fii ≤ 1 ⇐⇒ i es transitorio, (2.23)

Estos resultados se pueden interpretar como que el sistema visitará un estado recurrente
un número infinito de veces y que visitará un estado transitorio un número finito de veces.
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2.8. Cálculo de Probabilidades de Absorción

Proposición 2.2. (i) Si i es recurrente y j ∈ C(i), entonces fij = 1.

(ii) Si i es recurrente y j /∈ C(i), entonces fij = 0.

Demostración. (i) De la definición de las probabilidades gij, se tiene que, para todo entero
positivo m:

gij =
∑
k∈I

pik(m)gkj, (2.24)

o
1− gij =

∑
k∈I

pik(m)(1− gkj). (2.25)

Como i esta comunicado con j y por hipótesis el estado i es recurrente, por teorema 2.1.
se sabe que el estado j es también recurrente. Aśı, por (2.22) gjj = 1. De (2.25), se tiene
que para todo m ≥ 0:

pjk(m)(1− gkj) = 0. (2.26)

Además el estado j conduce al estado i, es decir, existe un entero positivo N , tal que:

pij(N) ≥ 0.

Usando (2.26) para k = i, se obtiene:

gij = 1.

Por lo tanto, usando (2.21), se tiene que:

fij = 1.

(i) Como C(i) es una clase recurrente, está cerrada. Por lo tanto, si j /∈ C(i), enton-
ces i no conduce a j, aśı:

fij = 0.

Proposición 2.3. Sea E el conjunto de todos los estados transitorios de I, y sea C una
clase recurrente. Para todo j, k ∈ C,

fij = fik. (2.27)

Etiquetando este valor común como fiC, las probabilidades (fiC , i ∈ E) satisfacen el sis-
tema lineal:

fiC =
∑
k∈E

pikfkC +
∑
k∈C

pik, i ∈ E. (2.28)
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Demostración. De (2.18), se obtiene

fij =
∑
k∈I

pikP (Nk(∞) > 0|J1 = k), (2.29)

o
fij =

∑
k∈I

pikfkj. (2.30)

Usando la proposición anterior, se obtiene que:

fiC =
∑
k∈E

pikfkC +
∑
k∈C

pik, i ∈ E. (2.31)

Definición 2.16. La probabilidad fiC introducida en la Proposición 2.3 se le denomina
probabilidad de absorción en la clase C, a partir del estado i.

Si la clase C es recurrente:

fiC =

{
1, si i ∈ C,
0, si i es recurrente, i /∈ C.

2.9. Comportamiento asintótico

Considere una cadena de Markov aperiódica irreductible que es positiva recurrente.
Supongamos que existe el siguiente ĺımite:

limm→∞pj(m) = Πj, j ∈ I. (2.32)

Iniciamos con Z(0) = i. La siguiente relación se obtiene de resultado anterior

pj(m+ 1) =
∑
k∈I

pk(m)pkj (2.33)

se convierte en:
pij(m+ 1) =

∑
k∈I

pik(m)pkj, (2.34)

porque
pj(m) = pij(m) (2.35)

Como el espacio de estados I es finito, de (2.32) y (2.34) se obtiene:

Πj =
∑
k∈I

Πkρkj (2.36)

y de (2.35) se llega a ∑
i∈I

Πi = 1 (2.37)
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Donde,
limm→∞pij(m) = Πj, i, j ∈ I, (2.38)

se llama resultado ergódico, ya que el valor del ĺımite en la ecuación anterior es indepen-
diente del estado inicial i. Se sabe que

pi(m) =
∑
j

pjpji(m), i,∈ I. (2.39)

y por resultado de (2.38), notar que para cualquier distribución inicial p:

limm→∞pi(m) = limm→∞
∑
j

pjpji(m) =
∑
j

pjΠi = Πi (2.40)

Por tanto
limm→∞pi(m) = Πi. (2.41)

Esto muestra que el comportamiento asintótico de una cadena de Markov está dado por
la existencia (o inexistencia) del ĺımite de la matriz de transición A. En la siguiente
proposición se da un resultado importante correspondiente al comportamiento asintótico
de A . La prueba se puede encontrar en Chung (1960), Parzen (1962) o Feller (1957).

Proposición 2.4. Para cualquier cadena de Markov aperiódica con matriz de transición
A y que tenga un número finito de estados, se tiene:

a) Si el estado j es recurrente (necesariamente positivo), entonces

1. i ∈ C(j)⇒ limm→∞pij(m) = 1
mjj

,

2. i recurrente y no esta en C(j)⇒ limm→∞pij(m) = 0,

b) Si j es transitorio, entonces para todo i ∈ I:

limm→∞pij(m) = 0 (2.42)

2.10. Tiempos de arribo y recurrencia

Dada la variable aleatoria T ∈ N se introduce el primer tiempo de arribo T1 al estado
j dado que al momento cero se encuentra en el estado i, es decir,

T1 = min{t ∈ T : X0 = i,X1 6= j,X2 6= j, ..., Xt−1 6= j,Xt = j}.

Sea fij(t) la probabilidad de primer arribo a j exactamente en el tiempo t. Notar que
fij(t) es diferente a pij(t), dado que la probabilidad de transición de i a j en t tiempos
incluye el primer arribo en t, aśı como cualquier otra trayectoria que incluya un arribo
previo a t, por tanto

fij(t) ≤ pij(t), (2.43)

En el caso de ser iguales, se interpreta como que la única forma posible de transitar de i a
j en un tiempo t es que se arribe a j exactamente al momento t. Tal es el caso de arribar
a j en t = 1, claramente

pij(1) = fij(1). (2.44)
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Si t = 2, equivale a que al momento 1 el sistema arriba a cualquier estado k diferente de
j y al instante 2 transitar de k a j, esto es,

fij(2) =
∑
k∈I
k 6=j

pikpkj =
∑
k∈I
k 6=j

pikfkj(1). (2.45)

Siguiendo la misma lógica, para t = 3, implica que por cualquier trayectoria posible el
sistema transita de i a k en un paso, con k 6= j, para después arribar al estado j por
primera vez en dos pasos, es decir,

fij(3) =
∑
k∈I
k 6=j

pikfkj(2). (2.46)

Generalizando,

fij(m) =
∑
k∈I
k 6=j

pikfkj(m− 1). (2.47)

Esto es, el calculo de las probabilidades de primer arribo se reduce a un caso recursivo.

2.10.1. Tiempo de recurrencia

Se introduce ahora, el concepto de tiempo de recurrencia. Se asume un sistema que
sigue una cadena de Markov con espacio de estados I, sea j ∈ I. Se define el tiempo de
recurrencia T2 de j, como el momento en el cual el sistema vuelve a estar en j, es decir,

T2 = min{t ∈ T : X0 = j,X1 6= j,X2 6= j, ..., Xt−1 6= j,Xt = j}.

Ahora, se define la función fj(t) como la probabilidad de recurrencia a j en un tiempo
dado t.

Al igual que en el caso del primer arribo, notar que fj(t) y pjj(t) son probabilidades
diferentes, dado que pjj(t) incluye a fj(t) y cualquier trayectoria posible, aśı,

fj(t) ≤ pjj(t), (2.48)

En el caso de t = 1, claramente fj(1) = pjj(1). Similar, al caso de primer arribo, para
t = 2, se tiene que,

fj(2) =
∑
k∈I
k 6=j

pjkfkj(1). (2.49)

De igual forma, generalizando

fj(m) =
∑
k∈I
k 6=j

pjkfkj(m− 1). (2.50)
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2.10.2. Tiempo de segundo arribo

Suponga una cadena de Markov tal que al momento cero se encuentra en un estado
i y al instante m arriba a j por primera vez, posteriormente permanece un tiempo h′

en j para al siguiente instante h arribar a un estado k 6= j, finalmente en un tiempo
t− h− h′ − 1 arriba nuevamente a j dado el momento h+ h′.

Aśı, t es denotado como el tiempo de segundo arribo a j, con probabilidad de ocurrencia
f 2
ij(t). Similarmente, el proceso puede extenderse hasta el tiempo exacto del n-ésimo arri-

bo con probabilidad de ocurrencia fnij(t).

La solución numérica de las funciones de arribo resulta muy compleja, [WSD95], [CE12],
[BMB04], [MA96] presentan solución a diversos problemas de cadenas de Markov a través
del método Monte-Carlo. En el siguiente caṕıtulo se presenta una aplicación de estos
conceptos para métodos de conteo y una aplicación para la función de pérdida de activos.



Caṕıtulo 3

Proceso de Conteo y función de
pérdida asociada

Los procesos de conteo ([Odd12], [PONEJO85]) representan uno de los principales
desaf́ıos en las matemáticas aplicadas y se reduce a una variable aleatoria N(t) misma
que indica el número de eventos ocurridos, asocida a una variable aleatoria dada de tiem-
po de vida. En su caso más general dicho tiempo de vida se asocia a una distribución
exponencial de la cual es posible definir un proceso de conteo asociado al reemplazo ins-
tantáneo del elemento al ocurrir su mortalidad, dicha variable es de distribución Poisson.
Tal [DJ10] y tal [Lui11] libro desarrollan teoŕıa detallada sobre los procesos de Poisson y
sus caracteŕısticas. Por consiguiente, es importante mencionar que los procesos de reno-
vación (teoŕıa más detallada ver [JR06], [Alv16]) son una generalización del proceso de
Poisson dado que relaja el supuesto de que la variable aleatoria tiempo de vida es de dis-
tribución exponencial. Este tipo de procesos han sido ampliamente utilizados en diversas
áreas del conocimiento. No obstante dicho tipo de proceso presenta la limitante de asumir
la renovación instantánea una vez que ocurre la mortalidad. De igual manera se limita a
un proceso de vida y muerte.

En este caṕıtulo se introduce procesos de conteo en sistemas de multiestados (el espacio de
estados tiene más de un elemento) en el cual el proceso de renovación no es instantánea,
sino que representa en śı una variable aleatoria bajo el supuesto que cada estado asocia-
do al sistema tiene una función de sobrevivencia, ajustada a la distribución geométrica;
resultado que representa la aportación de este trabajo.

3.1. Defnición de proceso de conteo

Se asume un sistema, el cual se desarrolla en una cadena de Markov {Xt}t∈N homogénea
finita con espacio de multiestados I = {1, ..., n} en el tiempo t ∈ T = N. Sea A la matriz
de transición asociada a la cadena de Markov Xt, dada por:

An×n = [pij]n×n =


p11 p12 ... p1n

p21 p22 ... p2n
...

...
. . .

...
pn1 pn2 · · · pnn


37
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Tal que,
∑n

j=1 pij = 1, ∀i = 1, ..., n y pij = P [X1 = j|X0 = i], esto es, la probabilidad
de estar en el estado j en el tiempo t = 1 dado que anteriormente el sistema estaba en i
en el tiempo t = 0.

Se desea conocer cuántas veces el sistema ingresará al estado j = n en un tiempo t fijo;
es conveniente considerar una partición de I dado por S = {S1, S2} donde S1 ∩ S2 = ∅
y S1 ∪ S2 = S = I. De esta forma, S1 esta formado por los primeros n − 1 estados de
I, S1 = {1, 2, ..., n− 1} y S2 = {n}, donde existe al menos una ruta de ir de S1 a S2.
Además, por simplicidad se supone que S1 es irreductible, S1 y S2 están comunicados.

Definición 3.1. Sea un sistema en una cadena de Markov con espacio de estados I. Se
define la variable aleatoria N(t) la cual se denomina proceso de conteo, que representa el
número de veces que el sistema ingresa (pasa) a un estado j ∈ I en un tiempo t ∈ T ,
dado que al momento cero el sistema se encuentra en un estado i 6= j, i ∈ I.

Teorema 3.1. Sea N(t) un proceso de conteo asociado al estado i perteneciente al espacio
de estados I que representa un proceso de Markov a tiempo discreto. Se asume t ∈ T tal
que t <∞, entonces:

Si t es par,

N(t) =

{
0, 1, ...,

t

2

}
(3.1)

Si t es impar,

N(t) =

{
0, 1, ...,

t+ 1

2

}
(3.2)

Demostración. Para cada caso por inducción.

Sea t ∈ T , si t = 2 y X0 ∈ S1. Entonces, X1 ∈ S1 ó X1 = n, con probabilidad 1.

Si X1 ∈ S1 ⇒ X(2) ∈ S1 ó X(2) = n, con probabilidad 1. Es decir, N(2) = 1 ó N(2) = 0.

Si X1 = n ⇒ X(2) = n ó X(2) ∈ S1, con probabilidad 1. Esto es, N(2) = 1 ó N(2) = 0,
con probabilidad 1.

Aśı

N(t) = {0, 1} =

{
0,

2

2

}
Sea t ∈ T , t par y X0 ∈ S1. Entonces, suponemos

N(t) =

{
0, 1, ...,

t

2

}
Sea t + 2 ∈ Ω, por la hipótesis, sabemos que a lo más N(t) = t

2
, es decir, X(t) = n ⇒

X(t+ 1) = n ó X(t+ 1) ∈ S1, con probabilidad 1.
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Si X(t + 1) = n ⇒ X(t + 2) = n ó X(t + 2) ∈ S1, con probabilidad 1, es decir,
N(t+ 2) = t

2
+ 1 = t+2

2
ó N(t+ 2) = t

2
.

Si X(t + 1) ∈ S1 ⇒ X(t + 2) ∈ S1 ó X(t + 2) = n, con probabilidad 1, es decir,
N(t+ 2) = t+2

2
ó N(t+ 2) = t

2
.

Por tanto,

N(t) =

{
0, 1, ...,

t+ 2

2

}
(3.3)

Si t es par.

De igual forma, para t impar se demuestra que N(t) =
{

0, 1, ..., t+1
2

}
.

3.2. Función de densidad del proceso de conteo

Se considera la cadena de Markov {Xt} como se describió anteriormente, con espacio
de estados I tal que al momento t = 0 se encuentra en un estado i 6= j, i, j ∈ I. Se
introduce ahora, la función de densidad asociada a la variable aleatoria N(t) denotada
por h[N(t)]. Se desea conocer el número de veces que el sistema ingresará (arribará) por
el estado j = n.

Por comodidad de notación se define la variable aleatoria Y (r)(t), dada por:

Y (r)(t) =

{
1, si el sistema arriba a n exactamente al momento t por r-ésima vez.

0, otro caso.

Para t ∈ T fijo, donde Y (r)(t) ∼ Bernoulli(p).

Aśı, la probabilidad de pasar (arribar) una vez por el estado n, será:

h(1) = P [N(t) = 1] =
t∑

t′=1

P [Y (t′) = 1|X0 ∈ S1][P [Xt−t′ = n]

+
T∑

t′′=t′+1

P [Xt′′ ∈ S1|Xt′ = n]P [Xt−t′′ ∈ S|Xt′′ ∈ S] (3.4)

Note que,

h(1) = P [N(t) = 1] =
t∑

h=1

P [Y (h) = 1|X0 ∈ S1]ΨS1(t− h) (3.5)

Donde, ΨS1(t− h) es la función de sobrevivencia sobre S1 en el tiempo t− h.

Luego, para obtener la probabilidad de arribar por segunda vez al estado n, es:

h(2) = P [N(t) = 2] =
t∑

h=1

P [Y (2)(h) = 1|X0 ∈ S1]ΨS1(t− h) (3.6)
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En general, tocar por r-ésima vez el estado n en el tiempo t, esta dado por:

h(r) = P [N(t) = r] =
t∑

h=1

P [Y (r)(h) = 1|X0 ∈ S1]ΨS1(t− h) (3.7)

Equivale a que en un tiempo anterior o igual a t ocurrió un r-ésimo arribo y posteriormente
a ese tiempo ya no ocurrió ninguno. Notar que el cálculo numérico de la función de
densidad h resulta muy compleja, dado que representa la suma de las probabilidades de
todas las posibles trayectorias, por ello, la solución se plantea a través de simulación
Monte-Carlo.

3.3. Valor Esperado y Varianza del proceso de conteo

Esperanza y varianza para t impar.

E[N(t)] =

t+1
2∑

r=0

rh(r) (3.8)

V ar[N(t)] =

t+1
2∑

r=0

r2h(r)− (E[N(t)])2 (3.9)

Esperanza y varianza para t par.

E[N(t)] =

t
2∑

r=0

rh(r) (3.10)

V ar[N(t)] =

t
2∑

r=0

r2h(r)− (E[N(t)])2 (3.11)

3.4. Función de pérdida

En esta sección nos centraremos a la función de pérdida asociada dada la ocurrencia de
un evento, asumiendo multiples elementos inmersos en nuestro sistema que se desarrolla
en una cadena de Markov, exponiéndose cada uno de ellos a arribar cierto número de veces
al estado n, con un costo (pérdida) asociado fijo c por cada arribo y posteriormente con
una variable aleatoria de costo asociado, lo que representa otro resultado de este trabajo.

3.4.1. Función de pérdida total con pérdida constante

Se asume que la pérdida asociada a cada arribo del sistema al estado n es una constante
c y que existen β elementos al que les asociaremos el mismo sistema en dicha cadena de
Markov antes mencionado, aśı, la pérdida asociada a cada arribo de cada uno de los
elementos al estado n en un tiempo dado t ∈ Ω será;

P (t) = cN(t) (3.12)
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Donde, N(t) es el número de arribos al estado n.

Considere ahora, la variable aleatoria PT (t) asociada a la pérdida total por arribo de
los β elementos al estado n, entonces:

PT (t) = cN1(t) + cN2(t) + ...+ cNβ(t) (3.13)

En el cual Ni indica el número de arribos al estado n del i-ésimo elemento para i =
1, 2, ..., β.

Aśı, la función generadora de la variable aleatoria PT (t), viene dada por,

MPT (s) = E[esc
∑β
i=1Ni(t)] = E

[
β∏
i=1

escNi(t)

]
(3.14)

Asumiendo independencia entre las variables aleatorias Ni, se tiene que:

MPT (s) = E

[
β∏
i=1

escNi(t)

]
=

β∏
i=1

E[escNi(t)] =

β∏
i=1

MNi(t)(sc) (3.15)

Dado Ni idénticamente distribuidos.

MPT (s) = [MN(t)(sc)]
β (3.16)

Por lo tanto, el valor esperado de la pérdida total por arribo al estado n de los β
elementos, será,

E[PT (t)] =
d

ds
MPT (s)

∣∣∣
s=0

=
d

ds
[MN(t)(sc)]

β
∣∣∣
s=0

= β[MN(t)(sc)]
β−1 d

ds
MN(t)(sc)

∣∣∣
s=0

(3.17)

Además, la varianza será:

V ar(PT (t)) =
d2

ds2
MPT (s)

∣∣∣
s=0
− (E[PT (t)])2

=
d2

ds2
MPT (s)

∣∣∣
s=0
−
[
β[MN(t)(sc)]

β−1 d

ds
MN(t)(sc)

∣∣∣
s=0

]2

3.4.2. Función de pérdida total con pérdidas aleatorias

Sea la variable aleatoria Λ asociada a la pérdida económica dado un arribo al estado de
default (desastroso) n en un tiempo menor o igual a t, con función de densidad conocida
fΛ(λ) y función acumulada FΛ(λ) = P [Λ < λ|T = t].

Aśı, la pérdida al tiempo t estará dada por:

P (t) = Λ(t)N(t). (3.18)
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Donde N(t) representa el número de arribos al estado n en un tiempo dado T = t y es de
naturaleza aleatoria.

Se introduce ahora, un grupo de elementos independientes w, donde a cada uno se le
asocia el sistema en cadena de Markov con espacio de estados I, definido en la sección
anterior. De tal forma que la pérdida total al tiempo t, denotada por la variable aleatoria
PT (t) será

PT (t) =
w∑
i=1

Λi(t)Ni(t). (3.19)

Donde Λi representa la pérdida asociada al elemento i. Suponga Λ1(t) = λ1(t), ...,Λw(t) =
λw(t) y Ni(t) independiente e idénticamente distribuida. Aśı,

E[PT (t)|Λi(t) = λi(t), i = 1, 2, ..., w] = E

[
w∑
i=1

λi(t)Ni(t)

]

=
w∑
i=1

λi(t)E [Ni(t)] =
w∑
i=1

λiµN(t)

= µN(t)

w∑
i=1

λi(t) (3.20)

Generalizando,

E[PT (t)|Λi(t) = λi(t), i = 1, 2, ..., w] = µN(t)

w∑
i=1

Λi(t) (3.21)

Luego, por teorema 1.1 y (3.20) se tiene que,

E[PT (t)] = E [E[PT (t)|Λi(t) = λi(t), i = 1, 2, ..., w]]

= E

[
µN(t)

w∑
i=1

λi(t)

]
= µN(t)

w∑
i=1

E [λi(t)]

= µN(t)

w∑
i=1

E[Λ(t)] = IµN(t)E[Λ(t)] (3.22)

De igual forma,

V ar (PT (t)|Λi(t) = λi(t), i = 1, 2, ..., w) = V ar

(
w∑
i=1

λi(t)Ni(t)

)

=
w∑
i=1

λ2
i (t)V ar (Ni(t)) =

w∑
i=1

λ2
i (t)σ

2
N(t)

= σ2
N(t)

w∑
i=1

λ2
i (t) (3.23)

Generalizando,

V ar (PT (t)|Λi(t) = λi(t), i = 1, 2, ..., w]) = σ2
N(t)

w∑
i=1

Λ2
i (t) (3.24)
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Por teorema 1.2, (3.21) y (3.24), se tiene,

V ar(PT ) = E [V ar (PT (t)|Λi(t) = λi(t), i = 1, ..., w])]

+ V ar (E [PT (t)|Λi(t) = λi(t), i = 1, ..., w]])

= E

[
σ2
N(t)

w∑
i=1

Λ2
i (t)

]
+ V ar

(
µN(t)

w∑
i=1

Λi(t)

)

= σ2
N(t)

w∑
i=1

E
[
Λ2
i (t)
]

+ µ2
N(t)

w∑
i=1

V ar (Λi(t))

= wσ2
N(t)E

[
Λ2(t)

]
+ wµ2

N(t)σ
2
Λ(t) (3.25)

Introduzca ahora, la FGM de PT (t), dado Λi = λi, ∀i = 1, ...w. Aśı

MPT (t)[s|Λi = λi, i = 1, 2, ..., w] = E[esPT (t)|Λi = λi, i = 1, 2, ..., w]

= E
[
es(

∑w
i=1 λi(t)Ni(t))|Λi = λi, i = 1, 2, ..., w

]
= E

[
e
∑w
i=1 sλi(t)Ni(t)|Λi = λi, i = 1, 2, ..., w

]
=

w∏
i=1

MNi(t)(sλi(t)) (3.26)

Generalizando

E
[
e
∑w
i=1 sΛi(t)Ni(t)|Λi, i = 1, 2, ..., w

]
=

w∏
i=1

MNi(t)(sΛi(t)) (3.27)

Se asume Λi con distribución continua con función de densidad fΛi(λi), donde ΩΛ =
(0,∞), ∀i = 1, ..., w. Por tanto,

E[esPT (t)] = E[esPT (t)|Λi, i = 1, 2, ..., w]

=
w∏
i=1

∫ ∞
0

MNi(t)(sΛi(t))fΛi(λi)dλi (3.28)

Dado los λi’s independientes e idénticamente distribuidos, se tiene

E[esPT (t)] =

[∫ ∞
0

MN(t)(sΛ(t))fΛ(λ)dλ

]w
(3.29)

Ahora, suponga que Λi es una variable aleatoria discreta con función de densidad
conocida fΛi(λi), donde ΩΛi(t) = {λ1(t), λ2(t), ...}, de esta forma, puede demostrarse que:

M(esPT (t)) =
∑
λi∈Ω

MN(t)(sλi(t))fΛ(λi(t)) (3.30)
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3.5. Función de Pérdida por Activo

Suponga un sistema que se desarrolla en una cadena de Markov y un activo en un
estado de riesgo dado, el cual se denota por i al momento t = 0, donde i ∈ {1, ..., w}.
Además, defina la variable aleatoria Ni(t) como el número de arribos (eventos ocurridos)
al estado de default entre cero y t, del activo i. Claramente, si t es impar, entonces

ΩNi(t) =

{
0, 1, ...,

t+ 1

2

}
,

pero, si t es par,

ΩNi(t) =

{
0, 1, ...,

t

2

}
,

donde, t ∈ Ω, como se vió en teorema 3.1.

Aśı el monto total de la pérdida ocurrida por el activo i, será

PTi(t) =

Ni(t)∑
k=1

Λk(t), (3.31)

donde, Λk es la pérdida asociada del k-ésimo arribo al estado de default.

3.5.1. Valor esperado, varianza y FGM de pérdida por activo

Sea r ∈ N un número fijo, dado que la variable PTi(t) es independiente de Ni(t),
entonces PTi(t) es independiente del evento {Ni(t) = r}, además las variables aleatorias
Λk(t) son independientes e idénticamente distribuidas. Por lo tanto,

E[PTi(t)|Ni(t) = r] = E[Λ1 + ...+ ΛNi(t)|Ni(t) = r]

= E[Λ1 + ...+ Λr|Ni(t) = r]

= E[Λ1 + ...+ Λr]

= rE[Λ(t)]

Esto es cierto para cada n ∈ N, por tanto,

E[PTi(t)|Ni(t)] = Ni(t)E[Λ(t)]. (3.32)

Donde, E[Λ(t)] es un valor conocido.

Por resultado de teorema 1.1. (esperanzas iteradas), se obtiene

E[PTi(t)] = E [E[PTi(t)|Ni(t)]] = E [Ni(t)E[Λ(t)]] = E[Λ(t)]E[Ni(t)]. (3.33)

De igual forma, se obtine la varianza de PTi(t)],

V ar(PTi(t)|Ni(t) = r) = V ar(Λ1 + ...+ ΛNi(t)|Ni(t) = r)

= V ar(Λ1 + ...+ Λr)

= rV ar(Λ(t)).
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Donde, V ar(Λ(t)) es conocido. Como lo anterior es cierto para r ∈ N, entonces,

V ar(PTi(t)|Ni(t)) = Ni(t)V ar(Λ(t)). (3.34)

Usando teorema 1.2. de varianza condicional, se tiene,

V ar(PTi(t)) = E[V ar(PTi(t)|Ni(t))] + V ar(E[PTi(t)|Ni(t)])

= E[Ni(t)]V ar(Λ(t)) + V ar(Ni(t)E[Λ(t)])

= E[Ni(t)]V ar(Λ(t)) + (E[Λ(t)])2V ar(Ni(t)). (3.35)

La función generadora de momentos sociada a PTi(t) se obtiene de manera similar. Sea
r ∈ N un valor fijo, tal que Ni(t) = r, la función generadora de momentos de PTi(t)
condicionado a Ni(t) = r es E[esPTi (t)|Ni(t) = r]. Sin embargo dada la condición Ni(t) = r,
PTi(t) es la suma de las variables aleatorias independientes e idénticamente distribuidas
Λ1(t) + ...+ Λr(t), aśı

E[esPTi (t)|Ni(t) = r] = E[esΛ1(t)...esΛNi(t)(t)|Ni(t) = r] = E[esΛ1(t)...esΛr(t)]

= E[esΛ1(t)]...E[esΛr(t)]

= [MΛ(t)(s)]
r (3.36)

Usando el resultado de esperanzas iteradas, la función generadora de momentos (incondi-
cional) asociada a PTi(t), será,

E[esPTi (t)] = E[E[esPTi (t)|Ni(t)]] = E[[MΛ(t)(s)]
Ni(t)]

=
∞∑
r=0

[MΛ(t)(s)]
rhNi(t)(r). (3.37)

Donde, hNi(t) es la función de densidad asociada a la variable alestoria Ni(t), como se
vió en la sección 4.1.

Este último resultado es similar a la función generadora de momentos MNi(t)(s) =
E[esNi(t)] asociada con Ni(t), excepto que es es reemplazada por MΛ(t)(s).

3.5.2. Función de Pérdida de Cartera

Se supone una cartera con rj activos en cada estado (nivel) de riesgo, donde j =
1, ..., n representa todos los estados del sistema, tal que en cada activo se tiene un monto
de inversión dado por Irj . Suponga que en cada estado el monto de inversión se repite
equitativamente entre el número de activos que se tienen en dicho nivel de riesgo.

Se introduce ahora, la función de pérdida asocida al monto de inversión Irj de cada
activo en un tiempo dado t, tal que para cada activo en un tiempo dado t se le asigna una
función de densidad para la variable aleatoria y monto de la pérdida en caso de arribar
al estado de default (es dceir, el peor estado), denotado por Λ(t).

Aśı, usando (3.31), la pérdida total asociada a la cartera en caso que ocurra al menos
un arribo al estado de default estará dada, por:

PT (t) =

rj∑
i=1

PTi(t), (3.38)
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que representa una variable aleatoria. En el cual, PTi(t) es la pérdida asociada al i-ésimo
activo, con i = 1, ..., rj y j = 1, ..., n representa todos los estados del sistema, donde

PTi(t) =
∑Ni(t)

k=1 Λk(t), como se vió en la sección anterior, Λk(t) es el monto de pérdida
asociado del k-ésimo arribo al estado de default. y Ni(t) representa la variable aleatoria
asociada al número de arribos al estado de default en un tiempo t del i-ésimo activo .

Por lo tanto,

PT (t) =
n∑
j=1

rj∑
i=1

Ni(t)∑
k=1

Λik(t), (3.39)

es decir, la pérdida total de la cartera será una función de las variables aleatorias asociadas
a la pérdida en el estado j y el número de veces que ocurrió el evento del activo i-ésimo del
j-ésimo nivel de riesgo del espacio de estados. Entonces, el valor esperado de la pérdida
total de la cartera, será

E[PT (t)] =
n∑
j=1

rj∑
i=1

E[Ni(t)]∑
k=1

E[Λik(t)]. (3.40)

y su varianza

V ar[PT (t)] = E[(PT (t))2]− (E[PT (t)])2

= E

 n∑
j=1

rj∑
i=1

Ni(t)∑
k=1

Λik(t)

2−
 n∑

j=1

rj∑
i=1

E[Ni(t)]∑
k=1

E[Λik(t)]

2



Caṕıtulo 4

Análisis de Caso

En este caṕıtulo se introduce un caso de aplicación de los resultados que se obtuvieron
en los caṕıtulos 2 y 3, a través de resolución via simulación Monte-Carlo en matlab R© para
tiempos de arribo de sistemas de multiestados, posteriormente resolución via Monte-Carlo
de la función de pérdida de variables aleatorias y función de pérdida de cartera, debido a
la complejidad de su solución, lo cual representa el último resultado de este trabajo.

4.1. Análisis de tiempos de arribo en riesgos crediti-

cios

Suponga el sistema de riesgos crediticios de Standar & poor’s [SPs11] para empresas
multinacionales de Estados Unidos, que se clasifica en escala AAA, AA, A, BBB, BB, B,
C y D donde el estado AAA representa la de menor riesgo, es decir, una firma en dicho
estado tendrá la probabilidad más baja de ocurrir en default (es decir, un credito que no
se paga) y aśı sucesivamente hasta la clase C, que representa la calificación de una firma
con alta probabilidad de default. Finalmente la clase D representa la probabilidad que
una firma ocurra en default.

Nos interesa conocer el tiempo de arribo a la clase (estado) D, puesto que dicho estado
es de mayor riesgo en generar pérdidas para la empresa. Para ello, se propone la solu-
ción via simulación Monte-Carlo en matlab mediante el algoritmo especificado en nuestro
programa (anexo A).

Asuma que dicho sistema se desarrolla en una Cadena de Markov con espacio de esta-
dos, denotado como I = {AAA,AA,A,BBB,BB,B,C,D}, el cual consta de 8 estados.
Donde, su matriz de transición P viene dada por:

47
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P =



AAA AA A BBB BB B C D
AAA 0,9933 0,0063 0 0,0002 0,0002 0 0 0
AA 0,0004 0,9894 0,0101 0,0001 0 0 0 0
A 0,0001 0,0018 0,9937 0,0043 0,0001 0 0 0

BBB 0 0,0003 0,003 0,9922 0,004 0,0003 0,0001 0,0001
BB 0,0002 0,0004 0,0004 0,0080 0,9778 0,0111 0,0017 0,0004
B 0 0,0001 0,0011 0,0005 0,0084 0,9736 0,0152 0,0011
C 0 0,0001 0,0008 0 0,0032 0,0129 0,9579 0,0251
D 0 0 0 0 0 0,005 0,015 0,98


4.1.1. Tiempo de primer Arribo al estado de default

Se asume el espacio de estados I = {AAA,AA,A,BBB,BB,B,C,D} y se considera
el estado 1 como la clase AAA, estado 2 como la clase AA, aśı, sucesivamente, estado 8
como la clase D. Aśı, se estima el tiempo de primer arribo a D con 100000 simulaciones
v́ıa Monte-Carlo, usando los datos de la matriz P a través del siguiente diagrama de flujo,
donde se incluye la estimación de la función de densidad y función acumulada del tiempo
de primer arribo a D.

Figura 4.1: Diagrama de flujo de simulación Monte-Carlo del tiempo de primer arribo al
estado desastroso D.

Se obtiene el tiempo esperado y varianza de primer arribo al estado 8 (estado D),
dado el estado inicial correspondiente. Donde, dichos valores del tiempo pueden ser horas,
d́ıas, meses, etc.
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Estado Inicial 1 2 3 4 5 6 7
Tiempo esperado 1741 1625 1525 1260 890 590 305

Cuadro 4.1: Tiempo esperado de primer arribo a D.

Estado Inicial 1 2 3 4 5 6 7
Varianza 1769800 1741800 1729900 1647200 1395600 1038400 600200

Cuadro 4.2: Varianza del tiempo de primer arribo a D.

A continuación, se presentan las gráficas de las funciones de densidad del tiempo de
primer arribo al estado 8 dado cada estado inicial.

Figura 4.2: Gráfica de la función de densidad del tiempo de primer arribo al estado 8 dado
el estado inicial 1.
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Figura 4.3: Gráfica de la función de densidad del tiempo de primer arribo al estado 8 dado
el estado inicial 2.

Figura 4.4: Gráfica de la función de densidad del tiempo de primer arribo al estado 8 dado
el estado inicial 3.



CAPÍTULO 4. ANÁLISIS DE CASO 51

Figura 4.5: Gráfica de la función de densidad del tiempo de primer arribo al estado 8 dado
el estado inicial 4.

Figura 4.6: Gráfica de la función de densidad del tiempo de primer arribo al estado 8 dado
el estado inicial 5.
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Figura 4.7: Gráfica de la función de densidad del tiempo de primer arribo al estado 8 dado
el estado inicial 6.

Figura 4.8: Gráfica de la función de densidad del tiempo de primer arribo al estado 8 dado
el estado inicial 7.

Se presentan las gráficas de las funciones acumuladas del tiempo de primer arribo al
estado 8 dado cada estado inicial.
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Figura 4.9: Gráfica de la función acumulada del tiempo de primer arribo al estado 8 dado
el estado inicial 1.

Figura 4.10: Gráfica de la función acumulada del tiempo de primer arribo al estado 8
dado el estado inicial 2.
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Figura 4.11: Gráfica de la función acumulada del tiempo de primer arribo al estado 8
dado el estado inicial 3.

Figura 4.12: Gráfica de la función acumulada del tiempo de primer arribo al estado 8
dado el estado inicial 4.
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Figura 4.13: Gráfica de la función acumulada del tiempo de primer arribo al estado 8
dado el estado inicial 5.

Figura 4.14: Gráfica de la función acumulada del tiempo de primer arribo al estado 8
dado el estado inicial 6.
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Figura 4.15: Gráfica de la función acumulada del tiempo de primer arribo al estado 8
dado el estado inicial 7.

4.1.2. Tiempo de segundo arribo al estado de default

Se propone estimación del tiempo de segundo arribo al estado 8 via simulación Monte-
Carlo en matlab mediante el algoritmo especificado en el siguiente diagrama de flujo y
haciendo uso de la matriz de transición P .

Figura 4.16: Diagrama de flujo de simulación Monte-Carlo del tiempo de segundo arribo
al estado desastroso D.
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Aśı, se obtiene el tiempo esperado y varianza del segundo arribo al estado 8 (estado
D) para 100 simulaciones, dado el estado inicial correspondiente. Donde, dichos valores
del tiempo pueden ser horas, d́ıas, meses, etc.

Estado Inicial 1 2 3 4 5 6 7
Tiempo esperado 2241 2163 2002 2037 1038 1082 746

Cuadro 4.3: Tiempo esperado de segundo arribo a D.

Estado Inicial 1 2 3 4 5 6 7
Varianza 2981600 3108100 2637900 2962000 807500 1721000 1904500

Cuadro 4.4: Varianza del tiempo de segundo arribo a D.

4.1.3. Tiempo del tercer arribo al estado de default

De igual forma, haciendo uso de la matriz de transición P y por medio del algoritmo del
diagrama de flujo de la sección anterior se estima el tiempo de tercer arribo por simulación
Monte-Carlo en matlab. Aśı, se tiene el tiempo esperado y varianza del tercer arribo al
estado 8 (estado D) para 100 simulaciones, dado el estado inicial correspondiente. Donde,
dichos valores del tiempo pueden ser horas, d́ıas, meses, etc.

Estado Inicial 1 2 3 4 5 6 7
Tiempo esperado 2726 2494 2115 1828 1793 1291 876

Cuadro 4.5: Tiempo esperado de tercer arribo a D.

Estado Inicial 1 2 3 4 5 6 7
Varianza 3136000 3250100 2112800 2025700 2622700 1801000 877700

Cuadro 4.6: Varianza del tiempo de tercer arribo a D.

4.1.4. Tiempo del k-ésimo arribo al estado de default

Notar que, si k es muy grande, entonces calcular el tiempo del k-ésimo arribo es muy
complejo. Se recomienda estimar la solución por medio de simulación Monte-Carlo a través
del algoritmo especificado en el siguiente diagrama de flujo.
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Figura 4.17: Diagrama de flujo de simulación Monte-Carlo del tiempo de k-ésimo arribo
al estado desastroso D.

Observar que, para estimar el tiempo del cuarto arribo a D solo se le asigna el valor
a Arribo = 4 en el algoritmo.

4.2. Análisis de función de pérdida en riesgos credi-

ticios

Considere los datos antes mencionados de riesgos crediticios de Standar & poor’s para
empresas multinacionales de Estados Unidos.

4.2.1. Función de pérdida de variables aleatorias

Se asume una cartera de inversión con β activos cada uno de ellos con la misma
calificación de riesgo crediticio y el mismo monto de inversión, note que dado la igualdad
de riesgos el inversionista es indiferente al monto de inversión por activo por lo que se
deduce montos iguales. De esta forma las funciones de densidad de pérdida asociadas en
caso de arribar al estado de default D, son iguales e independientes. Aśı por la ecuación
(3.18) se puede deducir que para un tiempo T = t, la pérdida total de β activos será,

PT (t) =

β∑
i=1

Λi(t)Ni(t),
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donde Λ representa la variable aleatoria asociada a la pérdida dado la ocurrencia del
estado de default D en el intervalo de tiempo [0, t] y N(t) es la variable aleatoria que
establece el número de arribos a dicho estado de default entre cero y t, tal como se definio
en el caṕıtulo anterior.

Observe que para t grande al obtener Ni(t) es necesario una gran cantidad de sumas
de probabilidades, lo cual resulta muy complejo de calcular. De esta forma, se propo-
ne la solución via simulación Monte-Carlo mediante el algoritmo del diagrama de flujo
especificado en el programa.

Suponga que a cada arribo de un activo al estado de default D se le asocia un monto
de pérdida con una distribucción uniforme de 1, 000− 10, 000 y suponga 10 activos en un
tiempo t = 100.

Figura 4.18: Diagrama de flujo de simulación Monte-Carlo de función de pérdida con
pérdidas aleatorias.

Aśı se desarrolla en matlab la simulación Monte-Carlo (ver anexo No. B.1.). De esta
forma, se obtuvieron los estad́ısticos e histograma de la función de pérdida total.

ESTADO MEDIA MEDIANA DESVIACIÓN ESTD. SESGO CURTOSIS PERCENTIL 95 PERCENTIL 99
1 35.65 0 356.59 9.84 98.01 0 1783
2 122.85 0 730.91 6.2 42.09 0 4690.7
3 576.22 0 2480.6 4.79 26.17 3487.40 14567
4 2779.6 0 5421.7 2.5 10.3 13813 24856
5 12103 9474.5 9741 0.9043 3.37 30643 41109
6 27930 25130 14087 0.8066 3.79 55209 70133
7 49819 49165 14425 0.1207 2.53 74861 80710

Cuadro 4.7: Estad́ısticos de función de pérdida total de 10 activos en un tiempo t = 100.

Note que, el dato más importante de los estad́ısticos son los percentiles 95 y 99, puesto
que nos indican las pérdidas en el peor de los casos, lo cual es de gran ayuda para generar
estrategias de cobertura de riesgos.
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Figura 4.19: Histograma de función de pérdida total de 10 activos en un tiempo t = 100
del estado 1.

Figura 4.20: Histograma de función de pérdida totalde 10 activos en un tiempo t = 100
del estado 2.

Figura 4.21: Histograma de función de pérdida total de 10 activos en un tiempo t = 100
del estado 3.
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Figura 4.22: Histograma de función de pérdida total de 10 activos en un tiempo t = 100
del estado 4.

Figura 4.23: Histograma de función de pérdida total de 10 activos en un tiempo t = 100
del estado 5.

Figura 4.24: Histograma de función de pérdida total de 10 activos en un tiempo t = 100
del estado 6.
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Figura 4.25: Histograma de función de pérdida total de 10 activos en un tiempo t = 100
del estado 7.

4.2.2. Función de pérdida de Cartera

Suponga ahora que se tiene una cartera con r activos, tal que n1 corresponda a aquellos
rankeados como AAA, n2 a aquellos como AA y aśı sucesivamente hasta n7 con cartera
C.

Por simplicidad se asume que a cada activo en la misma cartera se le asigna el mismo
monto, de igual forma por razones que el caso anterior. De esta manera, la pérdida total
que aglomeran todos los activos, estará dado de acuerdo a la ecuacioón (3.31), por:

PT (t) =
7∑
i=1

PTi(t), (4.1)

donde PiT representa el monto asociado a la pérdida del activo i, para i = 1, ..., 7.

Se supone que para cada estado se tendrá 5 activos invertidos, cada uno con el mismo
monto en un tiempo t = 100 y por simulación Monte-Carlo se estima la función de pérdida
a través del siguiente diagrama de flujo,
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Figura 4.26: Diagrama de flujo de simulación Monte-Carlo de la función de pérdida de
cartera al momento t.

El cual fue ejecutado en matlab (ver anexo No. B.2.). Se obtiene los siguientes es-
tad́ısticos e histograma.

MEDIA 39167
MEDIANA 37481

DESVIACIÓN ESTD. 14148
SESGO 0.4784
CURTOSIS 3.37
PERCENTIL 95 65209
PERCENTIL 99 73136

Cuadro 4.8: Estad́ısticos de función de pérdida de cartera de 5 activos en un tiempo
t = 100.

Notar que, de acuerdo al percentil 99 se debe tener un monto de cobertura de $73, 136
para evitar pérdidas desastrosas.
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Figura 4.27: Histograma de función de pérdida de cartera de 5 activos en un tiempo
t = 100.
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Conclusión

El motivo para crear modelos de riesgo crediticio radica en la necesidad de calcular
cuánto capital económico es necesario para sustentar las actividades de toma de riesgo
de un banco, ya que por cada arribo al estado desastroso se genera una pérdida. Es por
ello, que en este trabajo se estudió el tiempo de primer arribo, segundo arribo y k-ésimo
arribo a un estado desatroso.

En el caṕıtulo 2, se presentó la teoŕıa de cadenas de Markov para calcular los tiempos
de arribo de un sistema. Sin embargo la solución numérica de las funciones de arribo
resulta muy compleja, por ello, en el caṕıtulo 4 se presentó una aplicación de como estimar
tiempos de arribo por medio de simulación Monte-Carlo en Matlab R©, donde, el estudio
del segundo y k-ésimo arribo quedan caracterizados por el primer arribo gracias a la
hipótesis de homogeneidad de la cadena de Markov. Puesto que, entre más grande sea el
k-ésimo arribo por conocer es muy grande la suma de probabilidades por calcular. Aśı,
se obtiene información de los tiempos de arribo al estado de desastre, lo cual facilita la
toma de decisiones para evitar riesgos en diferentes áreas.

En el caṕıtulo 3, se hizó uso del concepto de proceso de conteo y variables aleatorias que
se asocian a cierto monto de pérdida ya sea constante o aleatoria, lo cual se emplea para
desarrollar una función de pérdida de pérdidas aleatorias y función de pérdida de cartera
de inversión, sin embargo ambas funciones consideran la variable aleatoria asociada al
número de veces que el sistema arriba al estado de desastre. Aśı, entre más grande sea el
número de eventos ocurridos mas compleja es la solución de dichas funciones de pérdida,
para ello, se hace una estimación por simulación Monte-Carlo en Matlab R©.
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Futura investigación

Con el fin de incrementar los alcances del modelo propuesto, se propone los siguientes
trabajos de investigación:

Generalizar los procesos del sistema de Markov a tiempo continuo.

Extender la teoŕıa de procesos a un sistema Semi-Markov a tiempo discreto y con-
tinuo.

Considerar los procesos no homogéneos.

Aplicación de la teoŕıa de conteo en estados multiples y función de pérdida a seguros
de daños.



Apéndice A

Código de simulación Monte-Carlo
en Matlab R©para tiempos de arribo

A.1. Tiempo de primer arribo al estado de default D

clear

% clc

Matriz=[0.9933 0.0063 0.0000 0.0002 0.0002 0.0000 0.0000 0.0000;

0.0004 0.9894 0.0101 0.0001 0.0000 0.0000 0.0000 0.0000;

0.0001 0.0018 0.9937 0.0043 0.0001 0 0.0000 0.0000;

0.0000 0.0003 0.0030 0.9922 0.0040 0.0003 0.0001 0.0001;

0.0002 0.0004 0.0004 0.0080 0.9778 0.0111 0.0017 0.0004;

0.0000 0.0001 0.0011 0.0005 0.0084 0.9736 0.0152 0.0011;

0.0000 0.0001 0.0008 0.0000 0.0032 0.0129 0.9579 0.0251;

0 0 0 0 0 0.005 0.015 .98];

valor=100000; % numero de simulaciones

for i=1:7

f(i,1)=Matriz(i,8);

end

for t=2:valor % función de densidad

for i=1:7

f(i,t)=0;

for j=1:7

f(i,t)=f(i,t)+Matriz(i,j)*f(j,t-1);

end

end

end

for i=1:7 % función acumulada

Acumulado(i,1)=f(i,1);

for t=2:valor

Acumulado(i,t)=Acumulado(i,t-1)+f(i,t);

end

end

67
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for inicial=1:7

esperanza(inicial)=0;

for i=1:valor

esperanza(inicial)=esperanza(inicial)+(i*f(inicial,i));

end

varianza(inicial)=0;

for i=1:valor

varianza(inicial) = varianza(inicial)

+ ((i-esperanza(inicial))^2)*f(inicial,i);

end

end

plot(Acumulado(1,:))%grafica de acumulado del estado 1

plot(f(1,:))%grafica de la función de densidad del estado 1

A.2. Tiempo de segundo arribo al estado de default

D

clear

% clc

Matriz=[0.9933 0.0063 0.0000 0.0002 0.0002 0.0000 0.0000 0.0000;

0.0004 0.9894 0.0101 0.0001 0.0000 0.0000 0.0000 0.0000;

0.0001 0.0018 0.9937 0.0043 0.0001 0 0.0000 0.0000;

0.0000 0.0003 0.0030 0.9922 0.0040 0.0003 0.0001 0.0001;

0.0002 0.0004 0.0004 0.0080 0.9778 0.0111 0.0017 0.0004;

0.0000 0.0001 0.0011 0.0005 0.0084 0.9736 0.0152 0.0011;

0.0000 0.0001 0.0008 0.0000 0.0032 0.0129 0.9579 0.0251;

0 0 0 0 0 0.005 0.015 .98];

Arribo=2;

for j=1:7

for i=1:100 %numero de simulaciones(100 datos que pasaron

por segunda vez a 8)

aleatorio=j;

contador=0;

tiempo(j,i)=1;

while contador < Arribo

if aleatorio==8

aleatorio=randsample(8,1,true,Matriz(8,:));

else

aleatorio=randsample(8,1,true,Matriz(aleatorio,:));

if aleatorio==8

contador=contador+1;

end

end

tiempo(j,i)=tiempo(j,i)+1;
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end

end

Valor.esperado(j)=mean(tiempo(j,:));

Varianza(j)=var(tiempo(j,:));

end

A.3. Tiempo del k-ésimo arribo al estado de default

D

clear

% clc

Matriz=[0.9933 0.0063 0.0000 0.0002 0.0002 0.0000 0.0000 0.0000;

0.0004 0.9894 0.0101 0.0001 0.0000 0.0000 0.0000 0.0000;

0.0001 0.0018 0.9937 0.0043 0.0001 0 0.0000 0.0000;

0.0000 0.0003 0.0030 0.9922 0.0040 0.0003 0.0001 0.0001;

0.0002 0.0004 0.0004 0.0080 0.9778 0.0111 0.0017 0.0004;

0.0000 0.0001 0.0011 0.0005 0.0084 0.9736 0.0152 0.0011;

0.0000 0.0001 0.0008 0.0000 0.0032 0.0129 0.9579 0.0251;

0 0 0 0 0 0.005 0.015 .98];

Arribo=k; % número de arribos

for j=1:7

for i=1:100 %numero de simulaciones(100 datos que

arribaron por k-ésima vez a 8)

aleatorio=j;

contador=0;

tiempo(j,i)=1;

while contador < Arribo

if aleatorio==8

aleatorio=randsample(8,1,true,Matriz(8,:));

else

aleatorio=randsample(8,1,true,Matriz(aleatorio,:));

if aleatorio==8

contador=contador+1;

end

end

tiempo(j,i)=tiempo(j,i)+1;

end

end

Valor.esperado(j)=mean(tiempo(j,:));

Varianza(j)=var(tiempo(j,:));

end
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Código de Simulación Monte-Carlo
en Matlab R©para función de pérdida

B.1. Pérdida total de pérdidas aleatorias

El código de simulación Monte-Carlo para obtener los estad́ısticos e histograma de la
función de pérdida total en caso de que 10 activos arriben al estado de default D, en un
tiempo t = 100 es,

clc

clear

simulaciones=100

activos=10

t=100 % tiempo a simular

%matriz de transicion del sistema I

P=[0.9933 0.0063 0 0.0002 0.0002 0 0 0;

0.0004 0.9894 0.0101 0.0001 0 0 0 0;

0.0001 0.0018 0.9937 0.0043 0.0001 0.0001 0 0;

0 0.0003 0.0030 0.9922 0.0040 0.0003 0.0001 0.0001;

0 0.0004 0.0004 0.0080 0.9778 0.0111 0.0017 0.0004;

0 0 0.0011 0.0005 0.0084 0.9736 0.0152 0.0011;

0 0 0.0008 0 0.0032 0.0129 0.9579 0.0251;

0 0 0 0 0 0.005 0.015 0.98]

for k=1:simulaciones

granperdida(k)=0

for j=1:activos

estado=1 % estado del sistema

X_1=estado

contador(j)=0

perdtotal(j)=0

for i=1:t % se genera la caminata aleatoria

estado=randsample(8,1,true,P(x(i),:))

x(i+1)=estado % estado siguiente

if estado==8 && x(i)~=8

70
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contador(j)=contador(j)+1 % No. de activos

%que arriban al edo. 8

perdida(contador(j))= random(’uni’, 1000, 10000)

perdtotal(j)=perdtotal(j)+perdida(contador(j))

end

end

granperdida(k)= granperdida(k)+ perdtotal(j)

end

end

% estadı́sticos de la función de pérdida total

media=mean(granperdida)

mediana=median(granperdida)

Desviacion=std(granperdida)

sesgo=skewness(granperdida)

curtosis=kurtosis(granperdida)

percentil95=prctile(granperdida,95)

percentil99=prctile(granperdida,99)

% histograma de pérdida total

hist(granperdida)

B.2. Pérdida total de cartera de inversión

Código de simulació Monte-Carlo de la p’erdida total de una cartera con 5 activos
invertidos, en un tiempo t = 100 y 7 estados del sistema I.

clc

clear

simulaciones=200

t=100 %tiempo a simular

activos=5

%monto de pérdida mı́nimo

minimo=[7000; 6000; 5000; 4000; 3000; 2000; 1000]

%monto de pérdida máximo

maximo=[18000; 16000; 14000; 12000; 10000; 8000; 6000]

% matriz de transicion del sistema I

P=[0.9933 0.0063 0 0.0002 0.0002 0 0 0;

0.0004 0.9894 0.0101 0.0001 0 0 0 0;

0.0001 0.0018 0.9937 0.0043 0.0001 0.0001 0 0;

0 0.0003 0.0030 0.9922 0.0040 0.0003 0.0001 0.0001;

0 0.0004 0.0004 0.0080 0.9778 0.0111 0.0017 0.0004;

0 0 0.0011 0.0005 0.0084 0.9736 0.0152 0.0011;

0 0 0.0008 0 0.0032 0.0129 0.9579 0.0251;

0 0 0 0 0 0.005 0.015 0.98]

for m=1:7

for k=1:simulaciones
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perdtotalr(m,k)=0 % pérdida total de riesgo

for j=1:activos

estado=m

X_1=estado

perdtotal(j)=0

for i=1:t

estado=randsample(8,1,true,P(x(i),:))

x(i+1)=estado%estado siguiente

if estado==8 && x(i)~=8

perdida= random(’uni’, minimo(m), maximo(m))

perdtotal(j)=perdtotal(j)+perdida

end

end

perdtotalr(m, k)=perdtotalr(m,k)+perdtotal(j)

end

end

end

for j=1:simulaciones

pcarteratotal(j)=0

for i=1:7

pcarteratotal(j)=pcarteratotal(j)+perdtotalr(i,j)

end

end

% Estadı́sticos de pérdida total de cartera

media=mean(pcarteratotal)

mediana=median(pcarteratotal)

Desviacion=std(pcarteratotal)

sesgo=skewness(pcarteratotal)

curtosis=kurtosis(pcarteratotal)

percentil95=prctile(pcarteratotal,95)

percentil99=prctile(pcarteratotal,99)

% Histograma de pérdida total de cartera

hist(pcarteratotal)
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[Alv16] Álvaro Calvache Archila. Función de Disponibilidad en Procesos de Re-
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[Fel73] Feller W. Introducción a la teoŕıa de probabilidades y sus aplicaciones. Limusa,
1973.

[Fel66] Feller W. (1966). An introduction to probability theory and its applications.
Vol.II. John Wiley and Sons, Inc., New York.

[HPS71] Hoel P. G., Port S. C., Stone C. J.. Introduction to probability theory.
Houghton Mifflin, 1971.

[IM76] Isaacson D. L, Madsen R. W. (1976), Markov chains. Theory and Applica-
tions. Wiley Series in Probability and Mathematical Statistics. John Wiley and Sons,
New York-London-Sydney.

[IM16] MORALES GARAY, ISMAEL; CASTRO ESQUIVEL, MARLYN. PRO-
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